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maszyny wektorow podpierajacych - support vector
machines (SVM),

o klasyfikacja pod nadzorem,

o dos¢ nowa metoda, zaproponowana przez Wtadimira
Wapnika w latach 90-tych XX w.,

nowe spojrzenie na zadanie wyboru najlepszej
hiperptaszczyzny dyskryminacyjnej,

nastepnie pomyst wzbogacenia przestrzeni obserwacji i
szukania hiperptaszczyzny dyskryminacyjnej w nowej
przestrzeni,

opiera sie na rozwigzaniu prostej optymalizaciji
kwadratowo-liniowej,

czesto wykorzystywana do: kategoryzaciji tekstu,
klasyfikacji obrazéw, rozpoznawania pisma odrecznego.



Wstep
[ Jele}

~ //,p//y @ rozwazamy zadanie analizy
o dyskryminacyjnej w RP z
o ¢ . & g = 2 (liczba klas),
4 < 0 zaktadamy, ze obie podpréby
P /é*‘ sg liniowo separowalne, to
e o znaczy, ze mozna je idealnie
/ 0990 rozdzieli¢ hiperptaszczyzna
/ o O¢ dyskryminacyjna,
. g o implikuje to istnienie
marginesOw ograniczonych
/ dwiema réwnolegtymi
hiperptaszczyznami,
wewnatrz ktérych nie lezy ani
jeden element préby uczacej,




Wstep
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~ /@X o zadanie optymalizacji polega
° A ) 4+ na znalezieniu najszerszego
e ® & mozliwego marginesu,

° o %" o posrodku marginesu

L /é*‘ umieszcza sie
’ o hiperptaszyzne
P 70 o 0 dyskryminacyjna,
o O¢p 0 nazwa SVM ma swoje zrédto
P ’ w tym, ze hiperptaszczyzny
margineséw muszg
% przechodzi¢ przez konkretne
elementy prob uczacych
(inaczej margines mozna
bytoby rozszerzy¢) - s to
wiasnie wektory
podpierajace.
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#Ff 4 o =0 W przypadku, gdy proby nie sa

liniowo separowalne, wprowadza
sie kare (podobnie jak to jest w
przypadku funkcji celu w algoryt-
mach genetycznych) za nieidealne
rozdzielenie podprob.

Aby dokona¢ jak najlepszego roz- I . L e e
dzielenia, zadania czesto rozwig- | P
zuje sie w przestrzeni o znacz- e S e TS
nie wigkszym wymiarze niz p (po- s '
niewaz hiperptaszczynzy sa opisy- ..

wane iloczynem skalarnym, mozna e .
wybrac inne jadro). e et et

v




Przypadek liniowej separowalnosci
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Rozpoczynamy od rozwazan, dotyczacych najprostszego przy-
padku: liniowej separowalnosci klas. Zaktadamy, ze mamy do
czynienia z problemem dwuklasowym (g = 2). Mamy dang
probe uczaca:

(X17y1)7"'7(xn)yn)7 yle{_171}7 XIERp, J
przy czym klasy zostaty zakodowane jako 1 oraz -1. Zakta-
damy, ze istnieje hiperptaszczyzna punktéow x w RP, rozdzie-
lajgca klasy

wixX+b=w-x+b=0 |

gdzie - oznacza iloczyn skalarny, a wektor w oraz stata b sg
odpowiednio dobrane.



Przypadek liniowej separowalnosci
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Ze wzgledu na liniowg separo-
walnos$¢, hiperptaszczyzna dys-
kryminujaca (tu: prosta) H lezy
w pasie ograniczonym dwiema
hiperptaszczyznami H; i Ho,
wewnatrz ktérego nie ma zad-
nego elementu préby uczace;j.
Aby uczyni¢ ten pas (margi-
nes) jak najwiekszym, trzeba
oprze¢ jego brzegi o punkty
proby uczace;.




Przypadek liniowej separowalnosci
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Dla kazdej obserwacji z préby
uczacej x;, i =1,...,njest
spetniona jedna z nierdwnosci

X;-W+b>+1 gdy y =+1,

Xi-W+b< -1, gdy y,=-1,

Dla wektoréw lezgcych na Hy i Ho

przechodzg one w réwnosci.
Mozna je zapisac jako jedng nieréwnos$c¢ dla wszystkich x; jako

yixi-w+b)—1>0 J



Przypadek liniowej separowalnosci
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H; jest odlegta od poczatku uktadu
wspotrzednych o

[1-b]
wi|

natomiast H. jest odlegta od po-
czatku uktadu wspotrzednych o

Stad odlegtos¢ pomiedzy H; i Ho to

dy+d. =2 J




Przypadek liniowej separowalnosci
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W efekcie zadanie znalezienia optymalnego potozenia hiper-
ptaszczyzny H sprowadza sie do maksymalizacji wyrazenia

d++d_:W

lub, co jest rownowazne, do minimalizacji

: !

[Iwl[?
2

przy danych ograniczeniach

Yi(Xi-W+b)—1>0 J

Optymalna hiperptaszczyzna dyskryminacyjna bedzie umiesz-
czona w Srodku, tzn tak, aby d; = d_.



Przypadek liniowej separowalnosci
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Jest to zadanie minimalizacji funkcjonatu, ktére mozna zapisa¢ w for-
mie funkcji Lagrange’a:

L(w,b,a) = %(W-W)—Zai{[xi'w+b]}’i_1}

i=1

4

gdzie « to wektor nieujemnych wspotczynnikow Lagrange’a. Szukamy
maksimum funkcji wzgledem «; i minimum wzgledem w i b. Zadamy
wiec, aby pochodne L wzgledem w oraz b zerowaty sie oraz, aby zo-
stat spetniony warunek

i=1

> ai{[x;-wo + boly; — 1} =0 J



Przypadek liniowej separowalnosci
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Zerowanie sie pochodnej (gradientu) wzgledem w daje

n
W= Z YioiX; J
i=1

awzgledem b

n
> yiai=0
i=1

Uwzgledniajgc powyzsze mamy funkcje Lagrange’a

n 1 n
L) =) ai- 3 > Vivjaiay(Xi - X;)
i=1

ij=1

maksymalizowang przy ograniczeniach




Przypadek liniowej separowalnosci
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Bardzo istotnym jest fakt, iz warunki

Za/{[X/-Wo-i-bo]y/—‘l}:O

i=1

V.

oznaczaja, ze nie zeruja sie tylko te wspdiczynniki «;, ktére odpo-
wiadajg wektorom podpierajacym! W efekcie wszystkie sumowania
wykonywane sg tylko po tych /i, ktorym odpowiadajg wektory lezgce
na H; i H.. Jako rozwigzanie zadania otrzymujemy optymalne wsp.
Lagrange’'a a® = (a9, ..., a9). Optymalna hiperptaszczyzna przyjmuje
postac

Zy/oz X;i-X)+b°=0 ’

a statg b® mozna wzia¢ jako
po = 1 (W- X +w-x*) ’
2 1




Przypadek liniowej separowalnosci
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1 Do proby nalezy 12 punktéw - po 6
*] T z kazdej klasy. Wywotujemy funkcje
® svm() z pakietu R.




Przypadek liniowej separowalnosci
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Do proby nalezy 12 punktéw - po 6

*] T z kazdej klasy. Wywotujemy funkcje
® svm() z pakietu R. Otrzymujemy na-
stepujace wartosci «;.
a4 @ @
& s X Vi i
_ o 70 20  0.000
s . Fy - 15 1.0  0.000
1.0 4.0 0.000
1.5 3.0 0.000
25 2.0 0.000
3.5 2.0 1.542
24 @ @ @ @ 2.0 55 0.327

3.0 5.0 0.000
3.5 4.0 0.000
4.5 45 0.000
5.0 2.0 1.215
5.0 3.5 0.000




Przypadek liniowej separowalnosci
[e]e] 1o

© . . .
Do proby nalezy 12 punktéw - po 6
*] + z kazdej klasy. Wywotujemy funkcje
e svm() z pakietu R. Otrzymujemy na-
! . stepujace wartosci «;. Te punkty, dla
44 , . .
ktoérych «; > 0 sg wektorami podpiera-
© | s jacymi.
= @ Wasat
24 2 & Masa2
Xi Yi @
1.0 2.0 0.000
1.5 1.0 0.000
1.0 4.0 0.000
24 @ @ © [+] 1.5 3.0 0.000
25 2.0 0.000
35 2.0 1.542
2.0 5.5 0.327
N . 30 50  0.000
35 40  0.000
! z 5 a s 45 45  0.000

5.0 2.0 1.215
5.0 3.5 0.000



Przypadek liniowej separowalnosci
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z —1.333
W=D Yo = ( —1.142 )

i=1

& et b= % (W-X; +w-Xx",)=7.95

@ Wasaz

a interesujace nas proste to

o Wy 1-b

| Hy:y= W, Sl W
1 2 3 4 5 W 1+b
X Hzly_f i TX
Hozy——%x—w£

y x




Brak separowalnosci
o0

Oczywiscie, bardzo czesto separowalnos¢ klas jest zbyt duzym wyma-
ganiem (np. ze wzgledu na losowosc danych). Na szczescie, ujecie
tego faktu w metodzie SVM nie nastrecza zbyt duzych trudnosci. Ory-
ginalne nieréwnosci zostajg wtedy zastgpione przez

Xi'w+b21_£/7 gdy yi:+17 J

Xi-W+b<—1+&, gdy yi=-1, )

przy czym obecnos¢ statych & > 0 umozliwia naruszenie oryginalnych
ograniczen. W efekcie zadanie sprowadza sie do minimalizacji funkgji

Iwip +CZ§/

gdzie C jest z géry ustalonym wspotczynnikiem kary za niespetnienie
oryginalnych ograniczen.



Brak separowalnosci
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Rozwigzaniem problemu jest maksymalizacja funkcji

I,j=1

n 10
L(a) = Z o — 5 Z y,-yja,-a,-(x,- o Xj)
i=1

przy ograniczeniach

0<a;<C i=1,...n 27:1}/,'04,':0. J

Rzecz jasna, statg C musimy dobra¢ sami, np. na podstawie proby
testowej, kroswalidacji albo oceny prawdopodobienstwa btednej klasy-
fikacji. Biorac pod uwage losowy charakter danych, zaproponowanie
matej wartosci C umozliwia przeciwdziatanie nadmiernemu dopaso-
waniu do préby uczace;j.



Brak separowalnosci
[ eJele]

) e Do proby nalezy 100 punktéw - 50 z
klasy 1 i tyle samo z klasy 2. Wywotu-
. T e jemy funkcje svm() z pakietu R z war-
Z . s e toscig kosztu C = 10.
IR T A P
e ° ° ca oo N o et




Brak separowalnosci
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Do proby nalezy 100 punktéow - 50 z
klasy 1 i tyle samo z klasy 2. Wywotu-

: . jemy funkcje svm() z pakietu R z war-
e P . .
toscig kosztu C = 10. Nastepujace
* punkty sg wektorami podpierajgcymi.
.. R i
27 o @ 00 Xi Yi «;
° -0.571 -0.384 10.000
° o lea oo 0312 0510  10.000
o8 o® o 0562  -0.154  10.000
= °o . ° S e -0.424 0310  10.000
° . e 0250  1.153  10.000
- ° ° e ° o 0.398 0.338 10.000
° .0 o -1.338 1.345 10.000
.- o -0.003 0.192 10.000
. $ e . 0.348 0.749 1.947
° X -0.882 1.186 10.000
L 0536  -0.777  10.000
o3 1143 0710 2372
° 0.430 -1.454 9.575
° -0.278 0.003 10.000
T T -0.475 2.192 10.000
-0.932 1.058 10.000
-0.635 0.596 10.000

0.524

0.327

10.000




Brak separowalnosci
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Do proby nalezy 100 punktéw - 50 z
klasy 1 i tyle samo z klasy 2. Wywotu-

: . jemy funkcje svm() z pakietu R z war-
e yo .
toscig kosztu C = 10. Nastepujace
] punkty sg wektorami podpierajgcymi.
.. R i

1 ° @ ; Xi Yi @
oo 0571 0384  10.000
° o °S.ce oo 0.312 0510  10.000
& I T 0562 -0154  10.000
= ° o, °° . ° S e -0.424  0.310 10.000
T 0250  1.153  10.000
. e et 0n — 0398 0338  10.000
* .. J 1338 1.345  10.000
e et o -0.003  0.192  10.000
. ot e ° 0.348 0.749 1.947
S e, eee -0.882  1.186  10.000
e, 00 0586 -0.777  10.000
. o -1.143  0.710 2.372
. 0430  -1.454 9.575
. -0.278  0.003  10.000

-0.475 2.192 10.000
-0.932 1.058 -10.000
-0.635 0.596 10.000
0.524 0.327 10.000

xe

Tylko punkty, dla ktérych «; < C sg brane pod uwage przy wyznaczaniu b.



Brak separowalnosci
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Wektor w liczymy jak poprzednio

- 1.316
W= ;y’a"x’ - ( 0.957 )

stalg b bierzemy z usrednienia

(oo b= 1

o E(w-x1*+w-x’i1):—0.175

a interesujgce nas proste to

o Wy 1-b
Hiy = wy * Wy
w; 1+b
Hzlyff ; 77}(
. Wy _b
Ho'yf_wy Wy




Nieliniowe SVM
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Z poprzednich wyprowadzen jest jasne, ze zaleznos¢ od przestrzeni
obserwacji RP przejawia sie jedynie przez obliczanie iloczynu skalar-
nego. Z drugiej strony, z algebry liniowej wiadomo, iz przejscie od za-
leznosci liniowych w przestrzeni RP do zaleznosci nieliniowych mozna
opisac jako zaleznos¢ liniowa w bogatszej przestrzeni. Wezmy przy-
ktad z p = 2 i policzmy funkcje

(1 +%-y)% = (14 x1y1 +Xey2)? = 14 2X1y1 +2xa)2 + X{ Vi +2X1 Y1 X2y +x22y22J
Taka funkcja jest rownowazna iloczynowi skalarnemu

B(x)®(y) |

przeksztatconych zmiennych

®(x) = (1,\f2x1,\@xz,x12,x22, \@x1x2>
®(y) = (1.V201, V22, 17,15, Vayye)




Nieliniowe SVM
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Dlaczego jest to takie istotne? Otéz (i) wszystkie takie obliczenia doty-
czg jedynie iloczynu skalarnego, a nie przeksztatconych obserwacji,
(i) dokonanie nieliniowej transformaciji czesto umozlwia doktadng kla-
syfikacje:




Nieliniowe SVM
fJe] Yelolele)

W praktyce takie podejscie sprowadza sie do zamiany iloczynu skalarnego w
funkcji Lagrange’a

Za, 5 Zy,y,a,a, X; - X))

=1

na odpowiednie jadro K(xi, X;)

L) = Za/ ) Zy,y/a,a,K(X,,X/)

ij=1

Co wiecej, nie musimy de facto zna¢ nawet nowej przestrzeni. Wystarczy, ze
jadro spetnia okreslone warunki, wynikajace z tw. Mercera z analizy funkcjo-
nalnej. Najczes$ciej stosowanymi jadrami sg: wielomianowe, radialne i sigmo-
idalne

d
K(xj, %) = (1 +X; - X;)

2
K(xi, Xj) = exp(—=~[x; — X;]|%)
K(x;, x/) tanh(Wq (X; - X; ) + Wy)




Nieliniowe SVM
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Przyktad dla jadra radialnego z v = 0.5. Wyr6znione punkty sg
wektorami podpierajgcymi.
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Nieliniowe SVM
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Ponizej hiperptaszczyzny margineséw oraz hiperptaszczyzna
dyskryminujgca.
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Nieliniowe SVM
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Ten sam przypadek obliczony dla v = 5 (lewa strona) i v = 0.05
(prawa strona).
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Nieliniowe SVM
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Ponizej przypadek wiekszej ilosci punktdéw obliczony dla v = 0.5
(lewa strona - brak separowalnosci) i v = 5 (prawa strona).

B SR 2
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