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Zakończenie konstrukcji drzewa

Jak długo należy budować drzewo?

reguły tworzenia drzewa mamy, ale skąd wiemy, kiedy
należy zakończyć konstrukcję?
czy budowę kontynuujemy tak długo, jak to jest możliwe,
czyli do otrzymania liści, w których będą obserwacje tylko
z jednej klasy?
raczej nie→ takie drzewo będzie nadmiernie dopasowane
do próby uczącej, czyli przeuczone (przetrenowane)
taka konstrukcja ma sens tylko i wyłącznie w przypadku
zupełnie determinstycznym (brak losowości w danych)
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czyli do otrzymania liści, w których będą obserwacje tylko
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z jednej klasy?

raczej nie→ takie drzewo będzie nadmiernie dopasowane
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czy budowę kontynuujemy tak długo, jak to jest możliwe,
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Zakończenie konstrukcji drzewa

Etapowa konstrukcja drzewa

najpierw rozbudowujemy drzewo tak długo, jak to jest
możliwe albo do do spełnienia naturalnej reguły
zatrzymania budowy np.

w liściach są elementy tylko jednej klasy,
w liściach są wektory obserwacji o tej samej wartości choć
różnej przynależności do klas,
uznanie z góry za liść węzła, do którego dotrało nie więcej
niż 5 elemntów PU,
można też ograniczyć maksymalną długość drogi od
korzenia do liścia

sprawdzamy zdolność klasyfikacyjną drzewa na próbie
walidacyjnej lub testowej
przeprowadzamy systematyczne przycinanie drzewa
(odcinanie końcowych gałęzi, potem rodziców) tak, aby
otrzymać największą możliwą zdolność klasyfikacyjną
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możliwe albo do do spełnienia naturalnej reguły
zatrzymania budowy np.
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w liściach są elementy tylko jednej klasy,
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Przycinanie drzew

Algorytm przycinania

oznaczmy pełne drzewo jako T0, a jego rozmiar (liczbę
liści) jako |T0|,
zdolność klasyfikacyjną mierzymy jako ułamek błednych
klasyfikacji R (na próbie walidacyjnej lub testowej) i
obliczamy ją dla pełnego drzewa R(T0),
następnie znajdujemy poddrzewo zakorzenione T1 drzewa
T0 o |T0| − 1 liściach i minimalnej wartości błednych
klasyfikacji R(T1) (wśród wszystkich drzew o |T0| − 1
lisciach),
potem szukamy tego samego dla drzewa T2 o |T0| − 2
liściach itd, aż do uzyskania minimum globalnego wśród
drzew wszystkich możliwych rozmiarów,
wadą algorytmu jest to, że kolejne podrzewa nie muszą
tworzyć rodziny zagnieżdżonej
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liściach itd, aż do uzyskania minimum globalnego wśród
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tworzyć rodziny zagnieżdżonej
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zdolność klasyfikacyjną mierzymy jako ułamek błednych
klasyfikacji R (na próbie walidacyjnej lub testowej) i
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liści) jako |T0|,
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następnie znajdujemy poddrzewo zakorzenione T1 drzewa
T0 o |T0| − 1 liściach i minimalnej wartości błednych
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Optymalizacja drzew Ogólny opis Bagging Boosting Lasy losowe

Przycinanie drzew

Algorytm kosztu-złożoności

kompromis pomiędzy kosztem dokonania błędnej klasyfikacji (R)
i kosztem wynikającym z konieczności zbudowania drzewa
(proporcjonalnym do liczy liści),
zadanie polega na wybraniu drzewa zakorzenionego T drzewa
pełnego T0, dla którego minimum osiąga kryterium postaci

Rα(T ) = R(T ) + α|T |,

gdzie α ≥ 0 jest współczynnikiem złożoności
dla T0 mamy R0(T0) = 0 (bo α = 0 i powtórne podstawienie daje
brak błędu), ale wraz ze wzrostem α następuje moment, kiedy
T0 przestaje być optymalne,
można pokazać, że istnieje taka rodzina zagnieżdżonych
poddrzew Tj , że każde z nich jest optymalne dla wszystkich α z
pewnego przedziału α ∈ [αj , αj+1), α1 < α2 < ...∞
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Rα(T ) = R(T ) + α|T |,

gdzie α ≥ 0 jest współczynnikiem złożoności
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Przycinanie drzew

Algorytm kosztu-złożoności (cd)

czyli najpierw budujemy ciąg optymalnych poddrzew Tj w
kolejnych przedziałach [αj , αj+1)

kolejne j-te drzewo buduje się dla ustalonej wartości
współczynnika α np. α′

j =
√
αjαj+1 (środek geometryczny

odcinka),
drzewo optymalne nie musi być jednoznaczne, algorytm
pozwala wybrać najmniesze drzewo zagnieżdżone,
dla wszystkich drzew Tj obliczamy ułamek błednych klasyfikacji i
wybieramy to drzewo, dla którego ten ułamek jest najmiejszy.
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Ogólny opis

Ogólny opis zespołów (rodzin) klasyfikatorów

zakładamy, że rozwiązujemy zagadnienie klasyfikacji pod
nadzorem i ograniczamy się do g = 2 klas,
w odróżnieniu od innych podejść, tym razem dysponujemy
nie jednym, lecz wieloma np. M klasyfikatorami,
klasyfikatory są statystycznie niezależne, a więc również
dokonują one niezależnego przporządkowania do klas,
poszczególne klasyfikatory charakteryzują się słabą
skutecznością, niewiele większą od 1

2 (np. 0.55) — są więc
tzw. słabymi uczniami (ang. weak lerners).
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nie jednym, lecz wieloma np. M klasyfikatorami,
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Ogólny opis

prawdopodobieństwo podjęcia poprawnej
decyzji w takim wypadku to p = 0.55,

oczekiwana liczba poprawnych decyzji wśród
wszystkich M klasyfikatorów to pM ,

jest rozkład dwumianowy o wariancji
p(1− p)M = 0.2475M i odchyleniu
standardowym 0.4975

√
M,

dla dużej liczby M możemy być prawie pewni,
że większość klasyfikatorów dokona poprawnej
decyzji,

czyli dla dużego M zaliczenie obserwacji do tej
klasy, do której zaklasyfikowała ją większość
dawałoby poprawną decyzję!!

w praktyce klasyfikatory są od siebie
statystycznie zależne...
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czyli dla dużego M zaliczenie obserwacji do tej
klasy, do której zaklasyfikowała ją większość
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że większość klasyfikatorów dokona poprawnej
decyzji,
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w praktyce klasyfikatory są od siebie
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Leo Breiman, University of
California, Berkley,
1928-2005 (na zdjęciu koło
30-tki) — znany z prac
związanych z drzewami
regresyjnymi i
klasyfikacyjnymi, zespołami
drzew oraz lasami losowymi

Jedna z pierwszych i najprostszych rodzin klasyfikatorów
to zaproponowana w 1996 r. przez Leo Breimana rodzina
oparta na agregacji bootstrapowej — metoda bagging
(od ang. bootstrap aggregation):

1 dla każdego m = 1, ...M wylosuj pseudopróbę Pm z
oryginalnej N-elementowej próby uczącej,

2 na każdej pseudopróbie Pm naucz klasyfikator
(drzewo) Tm,

W efekcie posiadamy rodzinę (lub zespół, ang. ensemble)
M drzew, każde wyuczone na oddzielnej N-elementowej
próbie powstałej poprzez metodę repróbkowania
(bootstrap).

Aby zaklasyfikować nową obserwację sprawdzamy jaka
jest odpowiedź każdego z drzew i wybieramy taką klasę,
która została przypisana przez większość drzew.
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W efekcie posiadamy rodzinę (lub zespół, ang. ensemble)
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1 dla każdego m = 1, ...M wylosuj pseudopróbę Pm z
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1 dla każdego m = 1, ...M wylosuj pseudopróbę Pm z
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jest odpowiedź każdego z drzew i wybieramy taką klasę,
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2 na każdej pseudopróbie Pm naucz klasyfikator
(drzewo) Tm,
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Optymalizacja drzew Ogólny opis Bagging Boosting Lasy losowe

Leo Breiman, University of
California, Berkley,
1928-2005 (na zdjęciu koło
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Bagging - przykład

W poniższym przykładzie generujemy dwuwymiarowe rozkłady Gaussa o

średnich m1 =

(
−1
−1

)
, m2 =

(
2
2

)
oraz macierzach kowariancji

S1 =

(
4 2
2 4

)
, S2 =

(
4 2
2 2

)
i rozmiarach n1 = 60, n2 = 40.
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Bagging - przykład

Pojedyncze drzewo wyuczone na całej próbie składa się z 17 węzłów.
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Bagging - przykład

Sprawdzamy jak wygląda kryterium kosztu-złożoności i przycinamy drzewo.

Skutecznośc na przyciętym drzewie dla PU wynosi 0.88, dla PT - 0.80.
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Bagging - przykład

Uruchamiamy algorytm bagging dla
naszego przykładu:

wraz ze wzrostem liczby drzew
błąd klasyfikatora spada (czarne
- PU, czerwone - PT),

dla okoła M = 50 wartość błędu
nasyca się,

dla większej ilości drzew
otrzymujemy coraz niższe
wartości odchylenia,

dla dużych M zarówno w
przypadku PU jak i PT wartości
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dla większej ilości drzew
otrzymujemy coraz niższe
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Ogólny opis

Yoav Freund

Robert Schapire

Pewnym rodzajem ulepszenia metody bagging jest
boosting (1997 r. Freunda i Schapire). Jest ona
niezależna od metody bagging, ale oba podejścia noszą
pewne cechy wspólne:

w bagging wszystkie pseudopróby powstają poprzez
losowanie ze zwracaniem, zgodnie z rozkładem
jednostajnym,

w przypadku boosting również możliwe jest
losowanie ze zwracaniem, ale rozkład
prawdopodobieństwa zmienia się z pseduopróby na
pseudopróbę,

po wylosowaniu każdej pseudopróby zostaje na jej
podstawie skonstruowany klasyfikator

krok procedury kończy się sprawdzeniem jakości
klasyfikatora



Optymalizacja drzew Ogólny opis Bagging Boosting Lasy losowe

Ogólny opis

Yoav Freund

Robert Schapire

Pewnym rodzajem ulepszenia metody bagging jest
boosting (1997 r. Freunda i Schapire). Jest ona
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krok procedury kończy się sprawdzeniem jakości
klasyfikatora



Optymalizacja drzew Ogólny opis Bagging Boosting Lasy losowe

Ogólny opis

Yoav Freund

Robert Schapire

Pewnym rodzajem ulepszenia metody bagging jest
boosting (1997 r. Freunda i Schapire). Jest ona
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Ogólny opis

Yoav Freund

Robert Schapire

Podstawowe cechy boostingu:
Losowanie elementów do pierwszej pseudopróby
odbywa się tak samo jak w metodzie bagging, czyli
z rozkładu jednostajnego.

Począwszy od drugiego korku, rozkład
prawdopodobieństwa jest adaptacyjnie zmieniany.

Jeżeli w m-tym kroku procedury i-ta obserwacja
była losowana z pewną wagą wi i została źle
zaklasyfikowana przez m-ty klasyfikator, to w kroku
m + 1 prawdopodobieństwo jej wylosowania
zostaje zwiększone poprzez pomnożenie wartości
wi przez ustaloną liczbę, taką samą dla wszystkich
źle zaklasyfikowanych obserwacji.

Inaczej mówiąc obserwacje źle zaklasyfikowane
przez m-ty klasyfikator mają większą szansę bycia
wylosowanymi do kolejnej pseudopróby.
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Ogólny opis

W praktyce odchodzi się od losowania pseudoprób i jeśli korzysta się z drzew
decyzyjnych, możliwe jest wykonanie klasyfikatora opartego na
“obserwacjach ważonych”. Załóżmy, że posługujemy się drzewem i

rozpatrujemy węzeł m o nm elementach PU znajdujących się w
obszarze Rm,

estymatorem przynależności elementu do klasy 1 jest

pm1 =
1

nm

∑
xi∈Rm

I(yi = −1) =

∑
xi∈Rm

I(yi = −1)∑N
i=1 I(xi ∈ Rm)

jeżeli każdemu elementowi próby można przypisać pewne wagi wi ,
i = 1, ...,N, to estymator przynależności należy zastąpić

pm1 =

∑
xi∈Rm

wi I(yi = −1)∑N
i=1 wi I(xi ∈ Rm)
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Algorytm AdaBoost

Podstawowy algorytm AdaBoost
Zakładamy g = 2, liczność próby to N a klasy zapisane są jako yi = {1,−1}:

1 Przyjmij wagi wi =
1
n , i = 1, ...,N.

2 Dla m = 1, ...,M:

wytrenuj klasyfikator fm(x, stosując do danych uczących wagi wi ,
oblicz

errm =
N∑

i=1
wi I[yi 6= fm(xi)] γm = ln 1−errm

errm

podstaw,

wi = wi exp(γmI[yi 6= fm(xi)]) i = 1, ...,N

i dokonaj renormalizacji tak, aby
∑

i wi = 1.
3 Podaj

sgn

[
M∑

m=1

γmfm(x)

]
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oblicz

errm =
N∑

i=1
wi I[yi 6= fm(xi)] γm = ln 1−errm

errm

podstaw,

wi = wi exp(γmI[yi 6= fm(xi)]) i = 1, ...,N

i dokonaj renormalizacji tak, aby
∑

i wi = 1.
3 Podaj

sgn

[
M∑

m=1

γmfm(x)

]



Optymalizacja drzew Ogólny opis Bagging Boosting Lasy losowe

Algorytm AdaBoost

Podstawowy algorytm AdaBoost
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oblicz

errm =
N∑

i=1
wi I[yi 6= fm(xi)] γm = ln 1−errm

errm

podstaw,

wi = wi exp(γmI[yi 6= fm(xi)]) i = 1, ...,N

i dokonaj renormalizacji tak, aby
∑

i wi = 1.
3 Podaj

sgn

[
M∑

m=1

γmfm(x)

]



Optymalizacja drzew Ogólny opis Bagging Boosting Lasy losowe

Poglądowe przedstawienie działania algorytmu
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Przykład

Uruchamiamy algorytm boosting dla
naszego przykładu:

wraz ze wzrostem liczby drzew
błąd klasyfikatora spada (czarne
- PU, czerwone - PT),

ujawnia się podstawowe cecha
boostingu: znaczące obniżenie
dla błędu treningowego,

dla PT wartość błędu jest
podobna jak dla optymalnego
drzewa.
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błąd klasyfikatora spada (czarne
- PU, czerwone - PT),
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dla błędu treningowego,

dla PT wartość błędu jest
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Opis ogólny

Opisane rodziny klasyfikatorów mogą korzystać z różnych typów
cegiełek, tj. elementarnych klasyfikatorów. Opieramy się zwykle na
drzewach, gdyż są one dość uniwersalne, jednocześnie wymagając
najczęściej dozy stabilizacji.

Okazuje się jednak, że algorytmy związane z boostingiem nie są
jedynymi najlepszymi klasyfikatorami. Można je ustawić w tym
samym rzędzie z odkryciem Leo Breimana z 2001 r. — lasami
losowymi (ang. random forests).

Lasy losowe (w odróżnieniu od boostingu) muszą używać drzew
decyzyjnych jako pojedynczych klasyfikatorów i wyróżniają je
następujące cechy:

prawdopodobieństwo popełnienia błędu rośnie wraz ze stopniem
korelacji pomiędzy poszczególnymi drzewami,

prawdopodobieństwo popełnienia błędu maleje wraz ze
wzrostem siły pojedynczych drzew,
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Opis ogólny

Opisane rodziny klasyfikatorów mogą korzystać z różnych typów
cegiełek, tj. elementarnych klasyfikatorów. Opieramy się zwykle na
drzewach, gdyż są one dość uniwersalne, jednocześnie wymagając
najczęściej dozy stabilizacji.

Okazuje się jednak, że algorytmy związane z boostingiem nie są
jedynymi najlepszymi klasyfikatorami. Można je ustawić w tym
samym rzędzie z odkryciem Leo Breimana z 2001 r. — lasami
losowymi (ang. random forests).

Lasy losowe (w odróżnieniu od boostingu) muszą używać drzew
decyzyjnych jako pojedynczych klasyfikatorów i wyróżniają je
następujące cechy:
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Lasy losowe - algorytm

Algorytm jest bardzo prosty:

1 Wylosuj ze zwracaniem z oryginalnej N-elementowej próby
uczącej N wektorów obserwacji do pseudopróby, na której
zostanie zbudowane drzewo.

2 W każdym węźle drzewa podział podpróby odbywa się
następująco: niezależnie od innych losowań wylosuj r spośród p
atrybutów wektora obserwacji (bez zwracania), a następnie
zastosuj przyjętą regułę podziału do wylosowanych r atrybutów
(r � p).

3 Drzewo jest budowane bez przycinania, jeśli to możliwe aż do
otrzymania liści zawierających elementy tylko z jednej klasy.

Klasyfikacja przez las losowy odbywa się tak jak w baggingu: dany
wektor obserwacji zostaje poddany klasyfikacji przez wszystkie
drzewa i zaliczony do klasy, która uzyskała większość głosów.
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Uwagi

Jedynie parametr r wymaga ustalenia.

Przyjmuje się, że wartością dającą dobre wyniki jest ustalenie
r =
√

p – można go też dobrać adaptacyjnie,na podstawie
szacowania błędu lasu.

Z uwagi na prostotę procedury, algorytm często jest używany do
dużych zbiorów (np. p rzędu tysięcy).
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