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Klasyfikator bayesowski DA najblizszych sasiadéow Odlegtosc
° [ 00

Zaobserwowany wektor x klasyfikujemy jako pochodzacy z tej
klasy k, dla ktérej wartos¢

pklx) k=1,..,9
jest najwieksza.
p(k|x) - prawdopodobienstwo, ze obserwacja x pochodzi z klasy k
TkP(X|K) TkP(X|k)

PR =550 opxir) ()

@ p(x|k) - rozktad obserwacji x z klasy k,
@ myx - prawdopodobienstwo a priori, ze obserwacja pochodzi z klasy k,
@ p(x) - prawdopodobienstwo pojawienia sie obserwacji x.
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Rozwazmy k klas i obserwacje x pochodzace z
wielowymiarowego rozktadu Gaussa p(x|k) ~ N(mg, S), czyli:
_ 1 1y _ TQ-1(y _
o p(X|k) = (2w)§\8\% exp [ 2(X mk) S (X mk)]
o kazda klasa k jest scharakteryzowana wartoscig
oczekiwang my

o wszystkie klasy maja takg samag macierz kowariancji S

Korzystajac z reguty bayesowskiej mozna okresli¢ funkcje
dyskryminacyjng dla g = 2

jo]

S12(x) = In BEH = In Tt - 1n EXY) J

(2x) p(x|2)

je]

czyli

(512(X) =InZ + %(m1 = mg)Tsi1 (m1 + m2) + (m1 = mg)TS*1xJ

™2
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Jezeli §12(x) > 0, to obserwacja x zostaje sklasyfikowana jako
pochodzgca z klasy 1, jesli 612(x) < 0, to X jest z klasy 2.

In”—1+%(m1 —mg)TS*1(m1 —|—m2)+(m1 —mg)TS*1x:0 ’

2

Préba losowa z ny = 60,

n. =10.

(10 T2
N SN
. -1

m; = 9

o A . W przypadku gdy W = S oraz

; e T = mp otrzymujemy
N dyskryminacje Fishera

L B (kreskowana linia).
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Jezeli g > 2 mozna poda¢ rownania hiperptaszczyzn
rozdzielajgcych pary klas.

dk(X) = In %—i—%(mk—m,)Ts%(mk+m,)+(mk—m,)Tsf1x =0 ’
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W przypadku metody QDA (quadratic discriminant analysis)
zaktadamy r6zne macierze kowariancji p(x|k) ~ N(m, Sg).

S(X) =In I+ Finf8 + xT(S;'m; — S, 'my) — IxT(S; T -
S, )x—im/S; 'm;+ Im/S, 'm, =0
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o bezposrednie oszacowanie warunkowego
prawdopodobienstwa a posteriori p(j|x) przynaleznosci
zaobserwowanej wartosci x do klasy J,

o kazdy estymator musi sie opiera¢ na prébie uczace;j:

o naturalny sposéb oszacowania p(j|x) to poréwnanie
gestosci rozmieszczenia obserwacii z réznych klas w
bezposrednim otoczeniu x.

o Tylko czym jest bezposrednie otoczenie?

o Jak je zdefiniowac? lle obserwaciji z kazdej z klas g jest w
bezposrednim otoczeniu?
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Klasyfikator bayesowski LDA i QDA Metoda najblizszych sasiadéw Odlegtos¢ Przyktad Wymiar Me

k obserwacji (k-nearest neighbors,

k-nn) najblizszych x; sposrod
@ wszystkich X1, ..., Xp
@

Czyli bezposrednim otoczeniem punktu x jest kulaw RP, o
$rodku w x i promieniu takim, zeby znalazto sie w nim
doktadnie k obserwacji x;

Obserwacja x zostanie
sklasyfikowana do tej klasy j, z ktorej
. D XE] pochodzi najwiecej spoéréd k
PUX) = ——— najblizszych punktowi x obserwacji
préby uczacej
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Podobnie, jak poprzednio, ale wsréd k
najblizszych sasiadéw przynajmniej /
nalezy do klasy [tutaj np. (4,3)-nn)]

o

W przeciwnym wypadku decyzja nie zostaje podjeta (dobre
przy nierownych kosztach klasyfikacji)

Q Jezeli jest wiecej niz k rownoodlegtych obserwagii, to bierzemy

wszystkie (tutaj: 3-nn, ale bierzemy 4 punkty) (@)
QO w przypadku “remisu” decyzja nalezy do eksperymentatora
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Kolosalne znaczenie dla jakosci dyskryminacji ma postac
przyjetej metryki (definicji odlegtosci):
o najczesciej: euklidesowa,

o niekiedy: odlegtos¢ Mahalanobisa
dn(X,y) = /(x —y)A(x —y)"

0 szczegOlnie istotne na granicy klas
@ mozna dobra¢ macierz A tak, aby

e
° zminimalizowaé btedy (za pomoca
o kroswalidaciji)
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Odlegtos¢ miedzy dwoma punktami w n-wymiarowej
przestrzeni, ktéra réznicuje wktad poszczegdlnych sktadowych
oraz wykorzystuje korelacje miedzy nimi.

dn(x,y) = /(X —Y)C 1 (x — y)T (1)

Przypadki:

o rowne wariancije i brak korelacji (C = 1) (odl. euklidesowa,
punkty o réwnej odlegtosci tworzag okrag),

2
o rézne wariancje i brak korelacji C = [ %" :2 ] (punkty o
y
réwnej odlegtosci tworzg elipse)
o rézne wariancje i korelacje C - petna macierz kowarianciji
(punkty o réwnej odlegtosci tworzg obrécona elipse)
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@ 5-nn, « = 0.91 J
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@ 5-nn, o = 0.91
Q@ 3-nn, a =0.95
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@ 5-nn, « = 0.91
@ 3-nn, = 0.95
@ 1-nn, = 1.00
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O metoda k-nn ma duze
problemy w przypadku
danych o wielu
wymiarach,

o wezmy przypadek, gdy
punkty sg roztozone
jednorodnie w kostce o
wymiarach [—3, 1]°, ’ : o -

O poszukajmy mediany pmenson
promienia otoczenia dla
1-nn zlokalizowanego w
Srodku uktadu
wspbtrzednych,

O mediana szybko zbliza sie
do wartosci 1/2.

K=1000
N=100 Ai=10,000

Median Radius
00 01 02 03 04 05 06
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O jak sobie z tym _
poradzié? 5-Nearest Neighborhoods

O potrzebna jest ©
dodatkowa informacja °
o uktadzie, dotyczaca = ©
np. rozrzutu —al
(wariancji) punktéw w ES
konkretnym wymiarze, =

O wykorzystywane sg °
wtedy metody
wstepne (np. LDA,
PCA), aby zredukowac¢
zbiér danych

i1l
[s]

o




Metoda CNN
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W wielu przypadkach konieczne jest ograniczenie zbioru danych, na
podstawie ktérych podejmowane sg decyzje (zbyt wiele odlegtosci do
uwzglednienia).

O po pierwsze, pozbywamy sie punktdéw odstajgcych (outliers):
czyli tych, ktore zostaty Zle sklasyfikowane dla danej metody,

O pozostate punkty rozdzielamy na prototypy oraz punkty
absorbujace,

Majac zbidr X = {x1, X2, ..., X»} punktéw z PU:
@ dodajemy do zbioru U punkt xi,

@ przeszukujac zbiér X, szukamy elementu zbioru x, ktérego najblizszy
prototyp z U ma inng klase niz niz x,

@ usuwamy x z X i dodajmy do U,

@ wykonujemy do momentu, gdy nie znajdziemy juz nowych elementéw
do dodania do U,
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Metoda CNN
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Klasyfikator bayesowski

Metoda najblizszych sasiadow

Odlegtos¢ Przyktad Wymiar

Metoda CNN
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