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Przypomnienie - dwie klasy
00

Mamy préby nalezace do dwoch klas y € {A, B}:
(X1, Y1), (X2, ¥2), ..., (Xn, ¥n), gdzie X; to i-ta obserwacja, a y; to
jej przynaleznos¢ do jednej z klas.

Kazdy element x jest W kazdej klasie mozemy wyznaczyé
wektorem kolumnowym wartos¢ Srednig
o diugosci p ,
1 I=n
7 X=X
_ x? i=1
Xj = l
b oraz macierz kowariancji
X!
I 1 i=n
Warto$¢ p okresla S = (xi —X)(x; — %)
wymiar uktadu (ogoinie n—1-

niekoniecznie przestrzen
fizyczna).
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Gtéwne zatozenie: macierze kowariancji w obu klasach sg

takie same. W efekcie macierz kowarinacji wewnatrzgrupowe;j
W wyraza sie wzorem:

Sk - macierz kowariancji w

klasie k

5 > (- 1)Sk n= ny + no - liczba danych w
k=1 obu klasach

i=2
W=
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a~W'(x—x)




Przypomnienie - dwie klasy a Fisheradlag > 2 Pr.

[e]e] J

a~W (X — %)

Czyli obserwacja x spetniajgca warunek

@’ (x— %) < [@" (x — %2)|

zostanie uznana za przynalezng do klasy A.
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[e]e] J

a~W (X — %)
Czyli obserwacja x spetniajgca warunek
"

aT(x —%q)| < [a"(x — Xp)|

zostanie uznana za przynalezng do klasy A. Natomiast
hiperptaszczyzna dyskryminacyjna jest dana rownaniem

(K — %)W [x %(x} +x‘2)] =0

LD




Metoda Fisheradla g > 2
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Mozna zauwazy¢, ze

gdzie x to Srednia ogdlna ze wszystkich obserwaciji.



Metoda Fisheradla g > 2
[ leJele]

Mozna zauwazy¢, ze

gdzie x to Srednia ogdlna ze wszystkich obserwacji. Mozemy
dzieki temu zdefiniowa¢ macierz charakteryzujgcg zmiennos¢
miedzygrupowa

nk(x'k = )_()(X_k = )_()

vs)
Il
1M



Metoda Fisheradla g > 2
[e] lele]

W efekcie maksymalizacja ze wzgledu na a ilorazu

(aTx'z = aTx'1)2 ’
a’Wa




Metoda Fisheradla g > 2
[e] lele]

W efekcie maksymalizacja ze wzgledu na a ilorazu

(aTx'z = aTx'1)2 ’
a’Wa

jest rownoznaczna maksymalizacji wyrazenia

a’Ba
a’Wa’




Metoda Fisheradla g > 2
[e] lele]

W efekcie maksymalizacja ze wzgledu na a ilorazu

(aTx'z = aTx'1)2 ’
a’Wa

jest rownoznaczna maksymalizacji wyrazenia

a’Ba
a’Wa’

co daje mozliwos$¢ uogéinienia metody Fishera na liczbe g > 2
klas.
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Znajdz kierunek a maksymalizujgcy wyrazenie
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Znajdz kierunek a maksymalizujgcy wyrazenie
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gdzie
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Wektor a maksymalizujgcy wyrazenie
a’Ba
a’Wa

jest wektorem wtasnym macierzy W—'B, odpowiadajgcym
najwiekszej wartosci wlasnej tej macierzy




Przypomnienie - dwie klasy Metoda Fisheradla g > 2 P

[e]e]e] )

Wektor a maksymalizujgcy wyrazenie

a’Ba
a’Wa

jest wektorem wtasnym macierzy W—'B, odpowiadajgcym
najwiekszej wartosci wlasnej tej macierzy

Obserwacje x przypisujemy do klasy j ,jezeli
a"(x - X)) < [a7 (x — %)

dla wszystkich k # j.
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Klasyfikator bayesowski
[ ]

Zaobserwowany wektor x klasyfikujemy jako pochodzacy z tej
klasy k, dla ktérej wartos¢

plklx)  k=1,..9

jest najwieksza.

p(k|x) - prawdopodobienstwo, ze obserwacja x pochodzi z klasy k
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Zaobserwowany wektor x klasyfikujemy jako pochodzacy z tej
klasy k, dla ktérej wartos¢
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Zaobserwowany wektor x klasyfikujemy jako pochodzacy z tej
klasy k, dla ktérej wartos¢

pklx) k=1,..,9
jest najwieksza.
p(k|x) - prawdopodobienstwo, ze obserwacja x pochodzi z klasy k
TkP(X|K) TkP(X|k)

PR =530 i)~ ()

@ p(x|k) - rozktad obserwacji x z klasy k,
@ my - prawdopodobienstwo a priori, ze obserwacja pochodzi z klasy k,
@ p(x) - prawdopodobienstwo pojawienia sie obserwacji x.

LDA
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Klasyfikator bayesowski
@00

Dla dwéch klas (g = 2)

p(2)x) _ map(x|2)

p(1x)  mp(x[1)
Zatozmy teraz, ze sktadowe wektora x = [x', x2, ..., xP]" sg
niezalezne

p(x|k) = Hp(x<' k) l




Klasyfikator bayesowski
@00

Dla dwéch klas (g = 2)

p(2[x) _ mp(x[2) J
|

p(1x)  mp(x[1)
Zatozmy teraz, ze sktadowe wektora x = [x', x2, ..., xP]" sg
niezalezne
p(x|k) = H p(x"|k) l
Wtedy

p2)x)  m [, p(x'2)
p(1x) — m [12., p(x[1)
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Klasyfikator bayesowski
oeo

Po zlogarytmowaniu

p(2/x) p(x'[2)
In In —= + In
p(ix) ~ " ZH p(xT[1)

Prowadzi to do nastepujgcej reguty klasyfikacyjnej:



Przypomnienie - dwie klasy Metoda Fisheradla g > 2 Prz ele klas Klasyfikator bayesowski

[e]e] lelele}

Po zlogarytmowaniu

Prowadzi to do nastepujgcej reguty klasyfikacyjnej:

Jezeli

p i
2 p(x'[2)
In —= + g In . >0
p(x'[1)

sklasyfikuj obserwacje x do klasy 2, w przeciwnym razie - do
klasy 1.

LD/
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Cechy naiwnego klasyfikatora bayesowskiego:

o addytywny wptyw kolejnych sktadowych wektora
obserwacji x
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ooce

Cechy naiwnego klasyfikatora bayesowskiego:

o addytywny wptyw kolejnych sktadowych wektora
obserwacji x

o warto$¢ prawdopodobienstw p(x’|k) sg nieznane i
estymujemy je jako

Nik ( / )
Nik

p(x = IIK) =

o ny - liczba wszystkich obserwacji w prébie uczacej z klasy
k, dla ktérych zostata zmierzona wartos¢ i-tej sktadowej,

o ni (/) - liczba wszystkich obserwacji w probie uczacej z
klasy k, dla ktérych zostata zmierzona wartos¢ i-tej
sktadowej, ktéra przyjeta poziom /



Klasyfikator bayesowski
ooce

Cechy naiwnego klasyfikatora bayesowskiego:

o addytywny wptyw kolejnych sktadowych wektora
obserwacji x

o warto$¢ prawdopodobienstw p(x’|k) sg nieznane i
estymujemy je jako

Nik ( / )
Nik

p(x = IIK) =

o ny - liczba wszystkich obserwacji w prébie uczacej z klasy
k, dla ktérych zostata zmierzona wartos¢ i-tej sktadowej,

o ni (/) - liczba wszystkich obserwacji w probie uczacej z
klasy k, dla ktérych zostata zmierzona wartos¢ i-tej
sktadowej, ktéra przyjeta poziom /

o podobnie 7 estymujemy jako Z&, gdzie n liczba wszystkich
obserwacji, ny - liczba obserwaciji z klasy k
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wilgotnosé ci$nienie

niskie 2 2 1 4
seanie | 2 | 4 | 3 | 2
wysokie 1 1 1 1

> 517 |57
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wilgotnosé ci$nienie wilgotnosé ci$nienie
niskie 2 2 1 4 niskie 2/5 2/7 1 /5 4/7
$rednie 2 4 3 2 $rednie 2/5 4/7 3/5 2/7
wsoke | 1 | 1 | 1 | 1 wysokie | 1/5 | 1/7 | 1/5 | 1/7
> 5|7 |57 > 1 1 1 1
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wilgotnos¢ ci$nienie wilgotnos¢ ci$nienie
nskie | 2 | 2 | 1 | 4 niskie | 2/5 | 2/7 | 1/5 | 4/7
$rednie 2 4 3 2 $rednie 2/5 4/7 3/5 2/7
wysokie | 1 1 1 1 wysokie | 1/5 | 1/7 | 1/5 | 1/7
> 51715 |7 Y 1 1 1 1
Estymacja prawdopodobiefistw a priori: #1 = =, f» = 5.
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wilgotnosé ci$nienie wilgotnosé ci$nienie
niskie 2 2 1 4 niskie 2/5 2/7 1 /5 4/7
$rednie 2 4 3 2 $rednie 2/5 4/7 3/5 2/7
wsoke | 1 | 1 | 1 | 1 wysokie | 1/5 | 1/7 | 1/5 | 1/7
> 5|7 |57 > 1 1 1 1

Estymacja prawdopodobiefistw a priori: #1 = =, f» = 5.

Pojawia sig nowa obserwacja x = [H = niska, p = wysokie]. Do
ktorej klasy nalezy ja sklasyfikowac?

p(2]x)
p(1x)

In



Klasyfikator bayesowski
(o] J

wilgotnosé ci$nienie wilgotnosé ci$nienie
niskie 2 2 1 4 niskie 2/5 2/7 1 /5 4/7
$rednie 2 4 3 2 $rednie 2/5 4/7 3/5 2/7
wsoke | 1 | 1 | 1 | 1 wysokie | 1/5 | 1/7 | 1/5 | 1/7
> 5|7 |57 > 1 1 1 1

Estymacja prawdopodobiefistw a priori: #1 = =, f» = 5.

Pojawia sig nowa obserwacja x = [H = niska, p = wysokie]. Do
ktorej klasy nalezy ja sklasyfikowac?

p2IX) _ | #2

P(1|X) 7t




Klasyfikator bayesowski
(o] J

wilgotnosé ci$nienie wilgotnosé ci$nienie
niskie 2 2 1 4 niskie 2/5 2/7 1 /5 4/7
$rednie 2 4 3 2 $rednie 2/5 4/7 3/5 2/7
wsoke | 1 | 1 | 1 | 1 wysokie | 1/5 | 1/7 | 1/5 | 1/7
> 5|7 |57 > 1 1 1 1

Estymacja prawdopodobiefistw a priori: #1 = =, f» = 5.

Pojawia sig nowa obserwacja x = [H = niska, p = wysokie]. Do
ktorej klasy nalezy ja sklasyfikowac?

p(2|x) In 2 i P(H = niska|2)
p(1]x) 4 P(H = niskal1)

In



Klasyfikator bayesowski
(o] J

wilgotnosé ci$nienie wilgotnosé ci$nienie
niskie 2 2 1 4 niskie 2/5 2/7 1 /5 4/7
$rednie 2 4 3 2 $rednie 2/5 4/7 3/5 2/7
wsoke | 1 | 1 | 1 | 1 wysokie | 1/5 | 1/7 | 1/5 | 1/7
> 5|7 |57 > 1 1 1 1

Estymacja prawdopodobiefistw a priori: #1 = =, f» = 5.

Pojawia sig nowa obserwacja x = [H = niska, p = wysokie]. Do
ktorej klasy nalezy ja sklasyfikowac?

p(2[x) = In E +In '?
p(1]x) 71 p

(H = niska|2) . p(p = wysokie|2)
(H = niska|1) p(p = wysokie|1)

In



Klasyfikator bayesowski
(o] J

wilgotnosé ci$nienie wilgotnosé ci$nienie
niskie 2 2 1 4 niskie 2/5 2/7 1 /5 4/7
$rednie 2 4 3 2 $rednie 2/5 4/7 3/5 2/7
wsoke | 1 | 1 | 1 | 1 wysokie | 1/5 | 1/7 | 1/5 | 1/7
> 5|7 |57 > 1 1 1 1

Estymacja prawdopodobiefistw a priori: #1 = =, f» = 5.

Pojawia sig nowa obserwacja x = [H = niska, p = wysokie]. Do
ktorej klasy nalezy ja sklasyfikowac?

In p(2x) In 2 i P(H = niska|2) . p(p = wysokie|2)
p(1]x) &4 P(H = niskal1) p(p = wysokie|1)
p(2[x)




Klasyfikator bayesowski
(o] J

wilgotnosé ci$nienie wilgotnosé ci$nienie
niskie 2 2 1 4 niskie 2/5 2/7 1 /5 4/7
$rednie 2 4 3 2 $rednie 2/5 4/7 3/5 2/7
wsoke | 1 | 1 | 1 | 1 wysokie | 1/5 | 1/7 | 1/5 | 1/7
> 5|7 |57 > 1 1 1 1

Estymacja prawdopodobiefistw a priori: #1 = =, f» = 5.

Pojawia sig nowa obserwacja x = [H = niska, p = wysokie]. Do
ktorej klasy nalezy ja sklasyfikowac?

In p(2[x) o 2 i P(H = niska|2) . p(p = wysokie|2)
p(1]x) 1 P(H = niskal1) p(p = wysokie|1)
In PEX) _ | %




Klasyfikator bayesowski
(o] J

wilgotnosé ci$nienie wilgotnosé ci$nienie
niskie 2 2 1 4 niskie 2/5 2/7 1 /5 4/7
$rednie 2 4 3 2 $rednie 2/5 4/7 3/5 2/7
wsoke | 1 | 1 | 1 | 1 wysokie | 1/5 | 1/7 | 1/5 | 1/7
> 5|7 |57 > 1 1 1 1

Estymacja prawdopodobiefistw a priori: #1 = =, f» = 5.

Pojawia sig nowa obserwacja x = [H = niska, p = wysokie]. Do
ktorej klasy nalezy ja sklasyfikowac?

(H = niska|2) . p(p = wysokie|2)
(H = niska|1) p(p = wysokie|1)

= InA——f—In?
m p




Klasyfikator bayesowski
(o] J

wilgotnosé ci$nienie wilgotnosé ci$nienie
niskie 2 2 1 4 niskie 2/5 2/7 1 /5 4/7
$rednie 2 4 3 2 $rednie 2/5 4/7 3/5 2/7
wsoke | 1 | 1 | 1 | 1 wysokie | 1/5 | 1/7 | 1/5 | 1/7
> 5|7 |57 > 1 1 1 1

Estymacja prawdopodobiefistw a priori: #1 = =, f» = 5.

Pojawia sig nowa obserwacja x = [H = niska, p = wysokie]. Do
ktorej klasy nalezy ja sklasyfikowac?

(H = niska|2) . p(p = wysokie|2)
(H = niska|1) p(p = wysokie|1)

= InA——f—In?
m p

5
=
=~
-

x
=
I
=3
ol
_l’_
=3
(LTSN
_|_
=3
3N NEN



Klasyfikator bayesowski
(o] J

wilgotnosé ci$nienie wilgotnosé ci$nienie
niskie 2 2 1 4 niskie 2/5 2/7 1 /5 4/7
$rednie 2 4 3 2 $rednie 2/5 4/7 3/5 2/7
wsoke | 1 | 1 | 1 | 1 wysokie | 1/5 | 1/7 | 1/5 | 1/7
> 5|7 |57 > 1 1 1 1

Estymacja prawdopodobiefistw a priori: #1 = =, f» = 5.

Pojawia sig nowa obserwacja x = [H = niska, p = wysokie]. Do
ktorej klasy nalezy ja sklasyfikowac?

(H = niska|2) . p(p = wysokie|2)
(H = niska|1) p(p = wysokie|1)

= InA——f—In?
m p

5
=
=~
-

x
=
I

=3
ol
_l’_
=3

(LTSN

_|_

=3

3N NEN

Il

=3
~
n
(S}
-
(S}



Klasyfikator bayesowski
(o] J

wilgotnosé ci$nienie wilgotnosé ci$nienie
niskie 2 2 1 4 niskie 2/5 2/7 1 /5 4/7
$rednie 2 4 3 2 $rednie 2/5 4/7 3/5 2/7
wsoke | 1 | 1 | 1 | 1 wysokie | 1/5 | 1/7 | 1/5 | 1/7
> 5|7 |57 > 1 1 1 1

Estymacja prawdopodobiefistw a priori: #1 = =, f» = 5.

Pojawia sig nowa obserwacja x = [H = niska, p = wysokie]. Do
ktorej klasy nalezy ja sklasyfikowac?

(H = niska|2)
(H = niska|1)

(p = wysokie|2)
(p = wysokie|1)

:|nA—+|ne —&—Ine
m p p

5
=
=~
-

x
=
|

5

ot

_l’_

=2

(LTSN
_|_
5

3N NEN
Il

5
~
N
[9)]
N
[9)]

|
=2
~Nlo



Klasyfikator bayesowski
(o] J

wilgotnosé ci$nienie wilgotnosé ci$nienie
niskie 2 2 1 4 niskie 2/5 2/7 1 /5 4/7
$rednie 2 4 3 2 $rednie 2/5 4/7 3/5 2/7
wsoke | 1 | 1 | 1 | 1 wysokie | 1/5 | 1/7 | 1/5 | 1/7
> 5|7 |57 > 1 1 1 1

Estymacja prawdopodobiefistw a priori: #1 = =, f» = 5.

Pojawia sig nowa obserwacja x = [H = niska, p = wysokie]. Do
ktorej klasy nalezy ja sklasyfikowac?

(H = niska|2)
(H = niska|1)

(p = wysokie|2)
(p = wysokie|1)

:|nA—+|ne —&—Ine
m p p

5
=
=~
-

x
=
|

5

ot

_l’_

=2

(LTSN
_|_
5

3N NEN
Il

5
~
N
[9)]
N
[9)]

|
=2
~Nlo

VAN

o



LDA i QDA
[ Jelo)

Rozwazmy k klas i obserwacje x pochodzgce z
wielowymiarowego rozktadu Gaussa p(x|k) ~ N(mg, S), czyli:



LDA i QDA
[ Jelo)

Rozwazmy k klas i obserwacje x pochodzgce z
wielowymiarowego rozktadu Gaussa p(x|k) ~ N(mg, S), czyli:

o p(x|k) = m exp [—3(X —my) TS~ (x — my)]



LDA i QDA
[ Jelo)

Rozwazmy k klas i obserwacje x pochodzgce z
wielowymiarowego rozktadu Gaussa p(x|k) ~ N(mg, S), czyli:
_ 1 _1(x _ TQ-1(y _
o p(X|k) = (2w)§\8\% exp [ 2(X mk) S (X mk)]
o kazda klasa k jest scharakteryzowana wartoscig
oczekiwang my



LDA i QDA
[ Jelo)

Rozwazmy k klas i obserwacje x pochodzgce z
wielowymiarowego rozktadu Gaussa p(x|k) ~ N(mg, S), czyli:
_ 1 _1(x _ TQ-1(y _
o p(X|k) = (2w)§\8\% exp [ 2(X mk) S (X mk)]
o kazda klasa k jest scharakteryzowana wartoscig
oczekiwang my

o wszystkie klasy maja takg samg macierz kowariancji S



LDA i QDA
[ Jelo)

Rozwazmy k klas i obserwacje x pochodzgce z
wielowymiarowego rozktadu Gaussa p(x|k) ~ N(mg, S), czyli:

-1 _1(x — Tg—1(y _
o p(X|k)— (2w)§\8\% eXp[ 2(X mk) S (X mk)]

o kazda klasa k jest scharakteryzowana wartoscig
oczekiwang my
o wszystkie klasy maja takg samg macierz kowariancji S
Korzystajac z reguty bayesowskiej mozna okresli¢ funkcje
dyskryminacyjng dla g = 2



LDA i QDA
[ Jelo)

Rozwazmy k klas i obserwacje x pochodzgce z
wielowymiarowego rozktadu Gaussa p(x|k) ~ N(mg, S), czyli:
_ 1 1y _ TQ-1(y _
o p(X|k) = (2w)§\8\% exp [ 2(X mk) S (X mk)]
o kazda klasa k jest scharakteryzowana wartoscig
oczekiwang my

o wszystkie klasy maja takg samg macierz kowariancji S

Korzystajac z reguty bayesowskiej mozna okresli¢ funkcje
dyskryminacyjng dla g = 2

jo]

S12(x) = In BEX = 1n 7t - 1n EXY) J

(2x) p(x|2)

je]

czyli



LDA i QDA
[ Jelo)

Rozwazmy k klas i obserwacje x pochodzgce z
wielowymiarowego rozktadu Gaussa p(x|k) ~ N(mg, S), czyli:
_ 1 1y _ TQ-1(y _
o p(X|k) = (2w)§\8\% exp [ 2(X mk) S (X mk)]
o kazda klasa k jest scharakteryzowana wartoscig
oczekiwang my

o wszystkie klasy maja takg samg macierz kowariancji S

Korzystajac z reguty bayesowskiej mozna okresli¢ funkcje
dyskryminacyjng dla g = 2

jo]

S12(x) = In BEX = 1n 7t - 1n EXY) J

(2x) p(x|2)

je]

czyli

(512(X) =InZ + %(m1 = mg)Tsi1 (m1 + m2) + (m1 = mg)TS*1xJ

™2




LDA i QDA
o] 1o}

Jezeli §12(x) > 0, to obserwacja x zostaje sklasyfikowana jako
pochodzgca z klasy 1, jesli 612(x) < 0, to x jest z klasy 2.



LDA i QDA
oceo

Jezeli §12(x) > 0, to obserwacja x zostaje sklasyfikowana jako
pochodzgca z klasy 1, jesli 612(x) < 0, to x jest z klasy 2.

In”—1+%(m1 —mg)TS*1(m1 —|—m2)+(m1 —mg)TS*1x:0 ’

2




LDA i QDA
oceo

Jezeli §12(x) > 0, to obserwacja x zostaje sklasyfikowana jako
pochodzgca z klasy 1, jesli 612(x) < 0, to x jest z klasy 2.

In”—1+%(m1 —mg)TS*1(m1 —|—m2)+(m1 —mg)TS*1x:0 ’

2

Préba losowa z ny = 60,

n. =10.

(10 T2
N SN
. -1

m; = 9

o A . W przypadku gdy W = S oraz

; e T = mp otrzymujemy
N dyskryminacje Fishera

L B (kreskowana linia).
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